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Czyli wystarczy umieć aproksymować |Ω(H)|
|Ω(H′)|

gdzie H = H ′ + e dla pewnej krawędzi e.



grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly

Cel2: Taka zmienna Y , że

P
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R − 1

∣∣ ¬ ε′) ­ 1− δ′
R = |Ω(H)|
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly
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w obu końcach, ale zawsze możemy usunąć jeden element)
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i=1 E(Xi) =
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Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
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∑m
i=1Xi

E(Y ) = 1
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∑m
i=1 E(Xi) =

R ­ 1
2

(dodając krawędź zabijamy zbiory z elementami

w obu końcach, ale zawsze możemy usunąć jeden element)

= E([I ∈ Ω(H)]) = P(I ∈ Ω(H)) =: µ

|µ−R| = |P(I ∈ Ω(H))− |Ω(H)|
|Ω(H′)| | ¬

ε′

3 µ ­ 1
3 Twierdzenie 11.1 (Chernoff):

Niech X1, . . . , Xm indykatory iid mające E(Xi) = µ.

Jeśli m ­ 3ln(2/δ)/µε2,
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∑m
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly
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∣∣ ¬ ε′) ­ 1− δ′
R = |Ω(H)|

|Ω(H′)|
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nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
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i=1 E(Xi) =

R ­ 1
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Niech X1, . . . , Xm indykatory iid mające E(Xi) = µ.

Jeśli m ­ 3ln(2/δ)/µε2,

to P(| 1
m

∑m
i=1Xi − µ| ­ εµ) ¬ δ.

z Tw jeśli m ­ 3ln(2/δ′)/µ(ε′/6)2,

albo słabiej m ­ 9ln(2/δ′)/(ε′/6)2,

P(|Y − µ| ­ ε′

6 µ) ¬ δ′

1− ε′

3R ¬
µ
R ¬ 1 + ε′

3R

1− 2ε′

3 ¬
µ
R ¬ 1 + 2ε′

3

P(1− ε′

6 ¬
Y
µ ¬ 1 + ε′

6 ) ­ 1− δ′



grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly
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bierzemy ε′/3-jednostajnie zbiór I ∈ Ω(H ′)

Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
m
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E(Y ) = 1
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i=1 E(Xi) =

R ­ 1
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(dodając krawędź zabijamy zbiory z elementami
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:
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Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
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E(Y ) = 1
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i=1 E(Xi) =

R ­ 1
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:
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wiele razy (X1, . . . , Xm) powtarzamy:

bierzemy ε′/3-jednostajnie zbiór I ∈ Ω(H ′)

Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)
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E(Y ) = 1
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∑m
i=1 E(Xi) =

R ­ 1
2

(dodając krawędź zabijamy zbiory z elementami

w obu końcach, ale zawsze możemy usunąć jeden element)

= E([I ∈ Ω(H)]) = P(I ∈ Ω(H)) =: µ

|µ−R| = |P(I ∈ Ω(H))− |Ω(H)|
|Ω(H′)| | ¬
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly

Cel2: Taka zmienna Y , że

P
(∣∣Y
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∣∣ ¬ ε′) ­ 1− δ′
R = |Ω(H)|

|Ω(H′)|

wiele razy (X1, . . . , Xm) powtarzamy:

bierzemy ε′/3-jednostajnie zbiór I ∈ Ω(H ′)

Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
m

∑m
i=1Xi

E(Y ) = 1
m

∑m
i=1 E(Xi) =

R ­ 1
2

(dodając krawędź zabijamy zbiory z elementami

w obu końcach, ale zawsze możemy usunąć jeden element)

= E([I ∈ Ω(H)]) = P(I ∈ Ω(H)) =: µ

|µ−R| = |P(I ∈ Ω(H))− |Ω(H)|
|Ω(H′)| | ¬
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3 µ ­ 1
3
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly

Cel2: Taka zmienna Y , że

P
(∣∣Y
R − 1

∣∣ ¬ ε′) ­ 1− δ′
R = |Ω(H)|

|Ω(H′)|

wiele razy (X1, . . . , Xm) powtarzamy:

bierzemy ε′/3-jednostajnie zbiór I ∈ Ω(H ′)

Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
m

∑m
i=1Xi

E(Y ) = 1
m

∑m
i=1 E(Xi) =

R ­ 1
2

(dodając krawędź zabijamy zbiory z elementami

w obu końcach, ale zawsze możemy usunąć jeden element)

= E([I ∈ Ω(H)]) = P(I ∈ Ω(H)) =: µ
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Podsumowanie: Próbkowanie → Zliczanie



grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:

Zakładamy: H −→ ε-jednostajna próbka Ω(H)poly
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R = |Ω(H)|

|Ω(H′)|

wiele razy (X1, . . . , Xm) powtarzamy:

bierzemy ε′/3-jednostajnie zbiór I ∈ Ω(H ′)

Xi = [I ∈ Ω(H)]

nie jest to dokładnie schemat z poczatku (przybliżenie!)

Y = 1
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i=1Xi

E(Y ) = 1
m

∑m
i=1 E(Xi) =

R ­ 1
2

(dodając krawędź zabijamy zbiory z elementami
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grafy H,H ′, gdzie H = H ′ + e i parametry ε′ = ε/2k, δ′ = δ/kWejście:
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Dlatego rozważymy inny łańuch i dodamy założenia...
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Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}
. . .
Zr+s = Zdt = Ytdla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}
. . .
Zr+s = Zdt = Yt

Mamy |Zi−1∆Zi| = 1

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}
. . .
Zr+s = Zdt = Yt

Mamy |Zi−1∆Zi| = 1

Więc E(|K(Zi−1)∆K(Zi)|) ¬ 1

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}
. . .
Zr+s = Zdt = Yt

Mamy |Zi−1∆Zi| = 1

Więc E(|K(Zi−1)∆K(Zi)|) ¬ 1

dt+1 = |Xt+1∆Yt+1|

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)

Wystarczy pokazać, że E(dt+1 | dt) ¬ dt
Rozważmy przypadki jakie jest dt

Jeśli dt = 0 to Xt = Yt, więc Xt+1 = Yt+1

Jeśli dt = 1 to |Xt∆Yt| = 1, a ten przypadek już zrobiliśmy

Jeśli dt > 1 to łączymy Xt z Yt ”ścieżką” Xt\Yt = {x1, . . . , xr}
Yt\Xt = {y1, . . . , ys}Z0 = Xt

Z1 = Xt\{x1}
Z2 = Xt\{x1, x2}

Zr = Xt ∩ Yt
. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
Zr+2 = (Xt ∩ Yt) ∪ {y1, y2}
. . .
Zr+s = Zdt = Yt

Mamy |Zi−1∆Zi| = 1

Więc E(|K(Zi−1)∆K(Zi)|) ¬ 1

dt+1 = |Xt+1∆Yt+1|
= |K(Xt)∆K(Yt)|

dla e, p wylosowanych jednostajnie.

niech K = Kpt
et

Łańuch (Xt)t ma rozkład stacjonarny jednostajny

Xt Yt



Path coupling
graf G z ∆(G) ¬ 4Wejście:

Cel: FPAUS dla Ω(G)

Plan: Łańcuch Markova na Ω(G) z π jednostajnym

Pokażemy, że zbiega szybko do π.

Mając dany zbiór I ∈ Ω(G) definiujemy krok z I.

Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

Mając I, J ∈ Ω(G) takie, że J = I ∪ {x}
nie powinno być trudno porównać Kp

e (I) z Kp
e (J)

faktycznie, analizując przypadki pokażemy, że

E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Chcemy użyć sprzęgania łańcuchów

Niech (Xt, Yt) łańcuchem takim, że losujemy et, pt jednostajnie

dt = |Xt∆Yt|(Xt+1, Yt+1) = (Kpt
et (Xt),Kpt

et (Yt))

I∆J = (I\J) ∪ (J\I)
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. . .

Zr+1 = (Xt ∩ Yt) ∪ {y1}
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= |K(Xt)∆K(Yt)|
= |K(Z0)∆K(Zdt)|dla e, p wylosowanych jednostajnie.

niech K = Kpt
et
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Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→
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I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
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e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

Lemat:

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1
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graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,
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Załóżmy więc, że u ∈ N(x)
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Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0
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Załóżmy więc, że u ∈ N(x)
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u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3
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w każdym przypadku D ¬ 1
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I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0

jeśli v = vi



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0

jeśli v = vi p ∈ {1, 2} → D = 1



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0

jeśli v = vi p ∈ {1, 2} → D = 1

p = 3 → D = 2



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0

jeśli v = vi p ∈ {1, 2} → D = 1

p = 3 → D = 2

(bo K(I) = I ∪ {u} i K(J) = J)



Dla krawędzi e = uv w G i p ∈ {1, 2, 3}
p = 1 −→

p = 2 −→

p = 3 −→

I ′ = I\{u, v}

I ′ = (I\{u}) ∪ {v}

I ′ = (I\{v}) ∪ {u}
Jeśli I ′ ∈ Ω(G) to Kp

e (I) = I ′, wpp Kp
e (I) = I.

I, J ∈ Ω(G) takie, że J = I ∪ {x}

chcemy E(D) ¬ 1

graf G z ∆(G) ¬ 4Wejście:

e, p losowane jednostajnie,

K = Kpt
et

D = |K(I)∆K(J)|

x

Lemat:

Dowód:
Niech e = uv

Jeśli u, v /∈ N(x) to D = 1

wtedy E(|Kp
e (I)∆Kp

e (J)|) ¬ 1

Załóżmy więc, że u ∈ N(x)

I. |N(u) ∩ I| ­ 2

II. |N(u) ∩ I| = 1

III. |N(u) ∩ I| = 0

u v1
v2
v3

x u v1
v2
v3

x u v1
v2
v3

w każdym przypadku D ¬ 1

jeśli v = x to p ∈ {1, 2} → D = 0

p = 3 → D = 1

jeśli v = v1 to p ∈ {1, 2} → D = 1

p = 3 → D = 3

(bo K(I) = I ∪ {u}\{v1} i K(J) = J)

jeśli v ∈ {v2, v3} to D = 1

E(D | e ∈ {ux, uv1}) = 1
2 ( 2

3 · 0 + 1
3 · 1) + 1

2 ( 2
3 · 1 + 1

3 · 3) = 1

jeśli v = x to D = 0

jeśli v = vi p ∈ {1, 2} → D = 1

p = 3 → D = 2

(bo K(I) = I ∪ {u} i K(J) = J)

E(D | e ∈ {ux, uvi}) ¬ 1
∆ · 0 + ∆−1

∆ ( 2
3 · 1 + 1

3 · 2) = ∆−1
∆ · 4

3 ¬ 1



Dziękuję za uwagę!


